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Deep Learning (DL)



Deep Learning is hot i

Abbildung 1: Wired Article, [Le, 2013]
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https://www.wired.com/2012/06/google-x-neural-network/


Deep Learning is hot ii

Abbildung 2: Google Research: ”Inceptionism”
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https://research.googleblog.com/2015/06/inceptionism-going-deeper-into-neural.html


Deep Learning is hot iii

Abbildung 3: Attention for Caption Generation [Xu et al., 2015]
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Deep Learning is hot iv

Abbildung 4: ACL’16 accepted papers
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http://acl2016.org/index.php?article_id=68


Was ist Deep Learning?

• Modelle: tiefe neuronale Netze

• end-to-end Training

• erlernen von Feature-Repräsentationen

• non-lineare Verarbeitung des Inputs

7



Neuronale Netze (NN)



Geschichte (kurz1)

• Perceptron als Modell für ein einzelnes Neuron

[Rosenblatt, 1958]

• Multi-Layer Perceptron (MLP) [Ivakhnenko and Lapa, 1966]

• effizientes Training mit Backpropagation [Rumelhart et al., 1986]

• Pre-Training für bessere lokale Optima

[Ballard, 1987, Hinton and Salakhutdinov, 2006]

• Recurrent Neural Networks (RNN)

[Elman, 1990, Williams and Zipser, 1995]

• Lösungen für explodierende/schwindende Gradienten

[Pascanu et al., 2012, Hochreiter and Schmidhuber, 1997]

1Lang: [Schmidhuber, 2015]
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NN für NLP

• Spracherkennung [Graves et al., 2013, Graves and Jaitly, 2014]

• Sprachmodellierung [Bengio et al., 2003, Schwenk, 2007]

• automatische Übersetzung [Son et al., 2012, Devlin et al., 2014,

Sutskever et al., 2014, Sundermeyer et al., 2014]

• beliebige Klassifikationsprobleme, u.a.

Syntactic Parsing [Chen and Manning, 2014]

Semantic Role Labeling, POS-Tagging, Chunking

[Collobert et al., 2011]

Event Detection [Nguyen and Grishman, 2015]

Sentiment Classification [Kalchbrenner et al., 2014]

9



Warum NN für NLP?

• strukturiertes Input

• kein mühsames Feature-Engineering, stattdessen Erlernen von

Features

• Feature-Repräsentationen auf höheren Ebenen

• Ausnutzen von großen Textsammlungen ohne Annotationen
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Vom Perceptron zum Neuronalen

Netz



XOR-Problem i

Beispiel: Lerne XOR!

• Features: x0, x1 ∈ {0, 1}

• Gold Label:

y =

{
0 if x0 == x1

1 otherwise

• Vorhersage: ŷ = fθ(x)

• Fehler: L(fθ(x), y) = (y − fθ(x))
2

• Minimiere empirisches Risiko auf Trainingsdaten (x, y) ∈ D:

Finde θ∗ = arg min RD(θ); RD(θ) =
1
|D|

|D|∑
i=0

L(fθ(x), y)
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XOR-Problem ii

Abbildung 5: Das XOR-Problem
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Recap: Perceptron

Einfaches Modell für ein einzelnes Neuron [Rosenblatt, 1958]

• lineare Kombination der Eingabewerte

• Schwellenwertfunktion entscheidet über Ausgabewert

(Aktivierungsfunktion)

• Vorhersagen:

fw(x) =

{
1 if w · x+ b > 0

0 otherwise

• Update-Regel:

wt+1 = wt + (y − fwt
(x))x
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Perceptron – Schematisch

Abbildung 6: Perceptron
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XOR: Perceptron

• TensorFlow Playground: ein Perceptron

• nicht linear separierbar!
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http://playground.tensorflow.org/#activation=linear&batchSize=10&dataset=xor&regDataset=reg-plane&learningRate=0.3&regularizationRate=0&noise=0&networkShape=1&seed=0.44228&showTestData=false&discretize=false&percTrainData=50&x=true&y=true&xTimesY=false&xSquared=false&ySquared=false&cosX=false&sinX=false&cosY=false&sinY=false&collectStats=false&problem=classification&initZero=false&hideText=false


Multi-Layer-Perceptron

Vernetzung mehrerer Neuronen in Schichten

• Input Layer: Netzeingabe

• Hidden Layer(s): verbundene Schichten von Neuronen,

Parameter θ = {W1,b1,W2,b2}
• Output Layer: Netzausgabe

• nicht-lineare, aber differenzierbare Aktivierungsfunktion σ, z.B.

tanh, sigmoid, letzte Schicht meist softmax

• Vorhersagen für 2 Hidden Layers:

fθ(x) = σ(W2 · σ(W1 · x+ b1) + b2)
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Multi-Layer-Perceptron – Schematisch

Abbildung 7: Multi-Layer-Perceptron mit 2 Hidden Layers
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XOR: Multi-Layer-Perceptron

• TensorFlow Playground: mehrere Schichten

• MLP kann auch nicht-lineare Daten separieren

• Universality Theorem [Hornik, 1991]: MLP kann jede

kontinuierliche Funktion beliebig genau approximieren,

vorrausgesetzt es enthält genügend Neuronen, hier visuell

erklärt

• aber: wie viele Schichten, wie viele Neuronen pro Schicht?
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http://playground.tensorflow.org/#activation=tanh&batchSize=10&dataset=xor&regDataset=reg-plane&learningRate=0.1&regularizationRate=0&noise=0&networkShape=2,2,1&seed=0.44228&showTestData=false&discretize=false&percTrainData=50&x=true&y=true&xTimesY=false&xSquared=false&ySquared=false&cosX=false&sinX=false&cosY=false&sinY=false&collectStats=false&problem=classification&initZero=false&hideText=false
http://neuralnetworksanddeeplearning.com/chap4.html
http://neuralnetworksanddeeplearning.com/chap4.html


Herausforderungen

Probleme in der Praxis:

• Over-/Underfitting

• Hyperparametersuche

• Wahl der Fehlerfunktion

• non-konvexe Optimierung

• Initialisierung
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Zusammenfassung & Ausblick



Zusammenfassung

Heute gelernt:

• Deep Learning: tiefe Neuronale Netze

• Neuronale Netze können viel,

• ... sind aber nicht so leicht zu trainieren
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Nächstes Mal

In zwei Wochen:

• Backpropagation

• Gradientenberechnung

• Optimierung

• Regularisierung
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